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			Prefacio a la
segunda edición

			Me siento excepcionalmente orgulloso de la primera edición de este libro. Ha resultado ser en buena parte el libro que yo quería que fuera. Pero varios años de desarrollos en ciencia de datos, de progreso en el ecosistema Python y de crecimiento personal como desarrollador y educador han cambiado lo que creo que debe ser un primer libro sobre ciencia de datos.

			En la vida no hay vuelta atrás, pero en la escritura de libros sí hay segundas ediciones.

			De acuerdo con esto, he reescrito todo el código y los ejemplos utilizando Python 3.6 (y muchas de sus funciones más recientes, como las anotaciones de tipos). En el libro hago continuamente énfasis en escribir código limpio. He reemplazado algunos de los ejemplos de la primera edición por otros más realistas, utilizando conjuntos de datos “reales”. He añadido nuevo material en temas como deep learning, estadísticas y procesamiento del lenguaje natural, que se corresponden con cosas con las que es más probable que los científicos de datos de hoy en día trabajen (también he eliminado otras informaciones que parecían ser menos relevantes). Y he repasado el libro de una forma muy concienzuda, arreglando errores, reescribiendo explicaciones que eran menos claras de lo que podrían ser y actualizando algunos de los chistes.

			La primera edición fue un gran libro, y esta edición es aún mejor. ¡Disfrútela!

			Joel Grus

			Seattle, WA

			2019

			Convenciones empleadas en este libro

			En este libro se utilizan las siguientes convenciones tipográficas:

			■Cursiva: Es un tipo que se usa para diferenciar términos anglosajones o de uso poco común. También se usa para destacar algún concepto.

			■Negrita: Le ayudará a localizar rápidamente elementos como las combinaciones de teclas.

			■Fuente especial: Nombres de botones y opciones de programas. Por ejemplo, Aceptar para hacer referencia a un botón con ese título.

			■Monoespacial: Utilizado para el código y dentro de los párrafos para hacer referencia a elementos como nombres de variables o funciones, bases de datos, tipos de datos, variables de entorno, declaraciones y palabras clave.

			
				
					
				
				
					
							
							También encontrará a lo largo del libro recuadros con elementos destacados sobre el texto normal, comunicándole de manera breve y rápida algún concepto relacionado con lo que está leyendo, un truco o advirtiéndole de algo.

						
					

				
			

			
				
					
				
				
					
							
							Aunque el termino “data science” es de uso generalizado y reconocido en todo el mundo, hemos decidido traducir este termino por “ciencia de datos” que es como se conoce a este área de conocimiento en castellano. Hemos preferido utilizar el termino en castellano por respeto a la riqueza de nuestra lengua y a los usuarios de los países de habla hispana.

						
					

				
			

			Uso del código de ejemplo

			Se puede descargar material adicional (ejemplos de código, ejercicios, etc.) de la página web de Anaya Multimedia (http://www.anayamultimedia.es). Vaya al botón Selecciona Complemento de la ficha del libro, donde podrá descargar el contenido para poder utilizarlo directamente. También puede descargar el material de la página web original del libro: https://github.com/joelgrus/data-science-from-scratch.

			Este libro ha sido creado para ayudarle en su trabajo. En general, puede utilizar el código de ejemplo incluido en sus programas y en su documentación. No es necesario contactar con la editorial para solicitar permiso a menos que esté reproduciendo una gran cantidad del código. Por ejemplo, escribir un programa que utilice varios fragmentos de código tomados de este libro no requiere permiso. Sin embargo, vender o distribuir un CD-ROM de ejemplos de los libros de O’Reilly sí lo requiere. Responder una pregunta citando este libro y empleando textualmente código de ejemplo incluido en él no requiere permiso. Pero incorporar una importante cantidad de código de ejemplo de este libro en la documentación de su producto sí lo requeriría.

			Sobre la imagen de cubierta

			El animal de la portada de este libro es una perdiz nival o lagópodo alpino (Lagopus muta). Este robusto miembro de la familia de los faisánidos, del tamaño de un pollo, vive en la tundra del hemisferio norte, en las regiones árticas y subárticas de Eurasia y Norteamérica. Se alimenta de lo que encuentra en el suelo, recorriendo las praderas con sus patas bien emplumadas, comiendo brotes de abedul y sauce, así como semillas, flores, hojas y bayas. Los polluelos de perdiz nival también comen insectos.

			Los lagópodos alpinos son muy conocidos por los sorprendentes cambios anuales que sufre su enigmático camuflaje, habiendo evolucionado para mudar sus plumas blancas y pardas varias veces en el transcurso de un año y así adaptarse mejor a los cambiantes colores estacionales de su entorno. En invierno tienen plumas blancas; en primavera y otoño, cuando el manto nevado se mezcla con la dehesa, su plumaje mezcla los colores blanco y pardo y, en verano, sus plumas, pardas por completo, coinciden con la variada coloración de la tundra. Con este camuflaje, las hembras pueden incubar sus huevos, que dejan en nidos sobre el suelo, siendo casi invisibles.

			Las perdices nivales macho adultas tienen también una especie de cresta roja sobre sus ojos. Durante la temporada de cría la utilizan para el cortejo, así como en los combates contra otros machos (existen estudios que demuestran una correlación entre el tamaño de la cresta y el nivel de testosterona de los machos).

			La población de perdiz de las nieves está actualmente en declive, aunque en su hábitat natural siguen siendo comunes (pero difíciles de observar). Tienen muchos depredadores, entre otros el zorro ártico, el gerifalte, la gaviota común y la gaviota salteadora o escua. Además, con el tiempo, el cambio climático puede afectar negativamente a sus cambios de color estacionales.

			Muchos de los animales de las portadas de O’Reilly están en peligro de extinción; todos ellos son importantes para el mundo.

			La imagen de la portada procede de la obra Cassell’s Book of Birds (1875), de Thomas Rymer Jones.

		

	
		
			Prefacio a la primera edición

			Ciencia de datos o data science

			El trabajo de científico de datos ha sido denominado “el empleo más sexy del siglo XXI”,1 presuntamente por alguien que no ha visitado nunca un parque de bomberos. Sin embargo, la ciencia de datos es un campo en pleno auge y crecimiento, y no hace falta ser muy perspicaz para encontrar analistas prediciendo sin descanso que, en los próximos 10 años, necesitaremos miles de millones de científicos de datos más de los que tenemos ahora.

			Pero ¿qué es la ciencia de datos? Después de todo, no podemos crear científicos de datos si no sabemos cuál es su trabajo. Según un diagrama de Venn,2 que es en cierto modo famoso en este sector, la ciencia de datos reside en la intersección entre:

			■Habilidades informáticas a nivel de hacker.

			■Conocimiento de matemáticas y estadística.

			■Experiencia relevante.

			Aunque mi intención inicial era escribir un libro que hablara sobre estos tres puntos, rápidamente me di cuenta de que un tratamiento en profundidad de la expresión “experiencia relevante” requeriría cientos de miles de páginas. En ese momento decidí centrarme en los dos primeros. Mi objetivo es ayudar a los lectores a desarrollar las habilidades informáticas a nivel de hacker que necesitarán para empezar a trabajar en la ciencia de datos. Pero también es permitirles sentirse cómodos con las matemáticas y la estadística, que son el núcleo de la ciencia de datos.

			Quizá esta sea una aspiración demasiado elevada para un libro. La mejor forma de aprender las habilidades informáticas de un hacker es hackeando cosas. Leyendo este libro, los lectores podrán llegar a comprender bastante bien la forma en la que yo hackeo cosas, que no tiene por qué ser necesariamente la suya. También conocerán bastante bien algunas de las herramientas que utilizo, que no han de ser obligadamente las mejores para ellos. Y entenderán bien el modo en que yo abordo los problemas de datos, que tampoco tiene por qué ser el mejor modo para ellos. La intención (y la esperanza) es que mis ejemplos les inspiren a probar las cosas a su manera. Todo el código y los datos del libro están disponibles en GitHub3 para que puedan ponerse manos a la obra.

			De forma similar, la mejor manera de aprender matemáticas es haciendo matemáticas. Este no es rotundamente un libro de mates, y en su mayor parte no estaremos “haciendo matemáticas”. Sin embargo, no se puede hacer ciencia de datos de verdad sin ciertos conocimientos de probabilidad, estadística y álgebra lineal. Esto significa que, donde corresponda, profundizaremos en ecuaciones matemáticas, intuición matemática, axiomas matemáticos y versiones caricaturizadas de grandes ideas matemáticas. Espero que los lectores no teman sumergirse conmigo.

			A lo largo de todo el libro también espero dar a entender que jugar con datos es divertido porque, bueno, ¡jugar con datos realmente lo es! (especialmente si lo comparamos con algunas alternativas, como hacer la declaración de la renta o trabajar en una mina).

			Partir de cero

			Hay muchísimas librerías de ciencia de datos, frameworks, módulos y kits de herramientas que implementan de forma eficaz los algoritmos y las técnicas de ciencia de datos más conocidas (así como las menos habituales). Si alguno de mis lectores llega a ser científico de datos, acabará estando íntimamente familiarizado con NumPy, scikit-learn, pandas y todas las demás librerías existentes. Son fabulosas para hacer ciencia de datos, pero también suponen una buena forma de empezar a hacer ciencia de datos sin realmente comprender lo que es.

			En este libro nos acercaremos a la ciencia de datos desde el principio de los principios. Esto significa que crearemos herramientas e implementaremos algoritmos a mano para poder comprenderlos mejor. Pensé mucho en crear implementaciones y ejemplos que fueran claros y legibles y estuvieran bien comentados. En la mayoría de los casos, las herramientas que construiremos serán esclarecedoras, pero poco prácticas. Funcionarán bien en pequeños conjuntos de datos, pero no lo harán en otros “a gran escala”. Durante todo el libro iré señalando las librerías que se podrían utilizar para aplicar estas técnicas sobre conjuntos de datos más grandes. Pero aquí no las utilizaremos.

			Existe una sana discusión en torno al mejor lenguaje que se puede utilizar para aprender ciencia de datos. Mucha gente cree que es el lenguaje de programación estadístico R (de esas personas decimos que están equivocadas). Unas pocas personas sugieren Java o Scala. Sin embargo, en mi opinión, Python es la elección obvia.

			Python tiene varias características que le hacen ser ideal para aprender (y hacer) ciencia de datos:

			■Es gratuito.

			■Es relativamente sencillo para crear código (y en particular, de comprender).

			■Tiene muchas librerías asociadas a la ciencia de datos que son de gran utilidad.

			Dudo si decir que Python es mi lenguaje de programación favorito. Hay otros lenguajes que encuentro más agradables, mejor diseñados o simplemente más divertidos de utilizar. Pero, aun así, cada vez que inicio un nuevo proyecto de ciencia de datos, termino utilizando Python. Cada vez que necesito crear rápidamente un prototipo de algo que simplemente funcione, termino utilizando Python. Y cada vez que quiero demostrar conceptos de ciencia de datos de una forma clara y sencilla de comprender, acabo por utilizar Python. De ahí que este libro utilice Python.

			El objetivo de este libro no es enseñar Python (aunque es casi seguro que leyéndolo se aprende un poco). Llevaré a los lectores a lo largo de un curso acelerado de un capítulo de duración, que resalta las características más importantes para nuestros propósitos, pero, si no se sabe nada sobre programar en Python (o sobre programar en general), entonces quizá convenga complementar este libro con algún tutorial de tipo “Python para principiantes”.

			El resto de nuestra introducción a la ciencia de datos seguirá este mismo enfoque, es decir, entrar en detalle donde ello parezca ser crucial o esclarecedor, pero en otras ocasiones dejarle al lector los detalles para que investigue por sí mismo (o lo busque en la Wikipedia).

			Durante años he formado a un buen número de científicos de datos. Aunque no todos han evolucionado para convertirse en revolucionarias estrellas del rock ninja de los datos, les he dejado siendo mejores científicos de datos de lo que eran cuando les conocí. Y yo he llegado a creer que cualquiera que tenga una cierta cantidad de aptitud matemática y una determinada habilidad para programar tiene los fundamentos necesarios para hacer ciencia de datos. Todo lo que se necesita es una mente curiosa, voluntad para trabajar duro y este libro. De ahí este libro.

			
				
					1 https://hbr.org/2012/10/data-scientist-the-sexiest-job-of-the-21st-century.

				

				
					2 http://drewconway.com/zia/2013/3/26/the-data-science-venn-diagram.

				

				
					3 https://github.com/joelgrus/data-science-from-scratch.

				

			

		

	
		
			1 Introducción

			“¡Datos, datos, datos!”, gritó con impaciencia. “No puedo hacer ladrillos sin arcilla”.

			—Arthur Conan Doyle

			El ascenso de los datos

			Vivimos en un mundo que se está ahogando en datos. Los sitios web controlan cada clic de cada usuario. Los teléfonos inteligentes crean registros con la ubicación y velocidad de sus dueños cada segundo de cada día. Cada vez más autodidactas llevan puestos podómetros superpotentes que registran continuamente su ritmo cardíaco, sus hábitos de movimiento, su dieta y sus patrones de sueño. Los coches inteligentes recogen las costumbres en la conducción, las casas inteligentes recopilan hábitos de vida y los comerciantes inteligentes recolectan hábitos de compra. Internet representa un grafo de conocimiento gigante que contiene (entre otras cosas) una enorme enciclopedia con referencias cruzadas, bases de datos específicas de dominio sobre películas, música, resultados deportivos, máquinas de pinball, memes y cócteles, y tal cantidad de estadísticas gubernamentales (¡algunas de ellas casi ciertas!) de tantos gobiernos que no le caben a uno en la cabeza.

			Enterradas en estos datos están las respuestas a incontables preguntas que nadie nunca pensó en responder. En este libro aprenderemos a encontrarlas.

			¿Qué es la ciencia de datos o data science?

			Hay un chiste que dice que un científico de datos es alguien que conoce más estadísticas que un científico informático y más ciencia informática que un estadista (yo no diría que el chiste es bueno). De hecho, algunos científicos de datos son (a todos los efectos prácticos) estadistas, mientras que a otros apenas se les puede distinguir de un ingeniero de software. Algunos son expertos en machine learning, mientras que otros no llegaron a aprender ni tan siquiera por dónde se salía de la guardería. Algunos son doctores con impresionantes registros de publicaciones, mientras que otros nunca han leído un documento académico (aunque les dé vergüenza admitirlo). En resumen, da igual cómo se defina la ciencia de datos; siempre habrá profesionales para los que la definición es total y absolutamente errónea. Sin embargo, no dejaremos que eso nos impida seguir intentándolo. Diremos que un científico de datos es alguien que extrae conocimientos a partir de datos desordenados. El mundo de hoy en día está repleto de personas que intentan convertir datos en conocimiento.

			Por ejemplo, en el sitio web de citas OkCupid se les pide a sus miembros que respondan a cientos de preguntas para poder encontrar las parejas más adecuadas para ellos. Pero también analizan estos resultados para dar con preguntas aparentemente inocuas que se le puedan formular a alguien para averiguar la probabilidad de que esa persona vaya a dormir contigo en la primera cita.1

			Facebook suele preguntar a sus usuarios por su ciudad natal y su ubicación actual, aparentemente para que les resulte más fácil a sus amigos encontrarles y conectar con ellos. Pero también analiza estas ubicaciones para identificar patrones de migración globales2 y para averiguar dónde viven las comunidades de aficionados de distintos equipos de fútbol.3

			La cadena americana de grandes almacenes Target controla las compras e interacciones de sus usuarios, tanto en línea como en sus tiendas físicas. Igualmente realiza modelos predictivos4 con los datos para averiguar cuáles de sus clientas están embarazadas y así venderles con más facilidad productos relacionados con el bebé.

			En 2012, la campaña de Obama empleó a muchísimos científicos que investigaron con datos y experimentaron con ellos para identificar a los votantes que necesitaban más atención, eligiendo los métodos perfectos de recaudación de fondos dirigidos a determinados donantes y poniendo todos los esfuerzos de obtención del voto allí donde era más probable que fueran útiles. En 2016, la campaña Trump probó una asombrosa variedad de anuncios online5 y analizó los datos para averiguar lo que funcionaba y lo que no. Lo último antes de resultar cansino: algunos científicos de datos utilizan también de vez en cuando sus habilidades para cosas buenas, por ejemplo, para que el gobierno sea más eficaz6 o para ayudar a los sin techo.7 Pero sin duda tampoco resultan perjudicados si lo que les gusta es buscar la mejor manera de conseguir que la gente haga clic en anuncios.

			Hipótesis motivadora: DataSciencester

			¡Felicidades! Le acaban de contratar para dirigir el departamento de Ciencia de Datos de DataSciencester, la red social para científicos de datos.

			
				
					
				
				
					
							
							Nota: Cuando escribí la primera edición de este libro, pensé que “una red social para científicos de datos” era una invención que podía resultar absurda, pero a la vez divertida. Desde entonces, se han creado redes sociales para científicos de datos de verdad, y sus creadores les han sacado a capitalistas de riesgo mucho más dinero del que yo obtuve con mi libro. Probablemente esto suponga una valiosa lección sobre inventos absurdos de ciencia de datos o la publicación de libros.

						
					

				
			

			A pesar de estar destinada a científicos de datos, DataSciencester nunca ha invertido realmente en crear sus propios métodos de ciencia de datos (para ser justo, nunca ha invertido realmente en crear siquiera su producto). Esto será lo que hagamos aquí. A lo largo del libro, aprenderemos conceptos de ciencia de datos resolviendo problemas con los que uno se puede encontrar en el trabajo. Algunas veces veremos datos suministrados específicamente por los usuarios, otras veces examinaremos datos generados por sus interacciones con sitios web, y en otras ocasiones incluso trataremos datos de experimentos que nosotros mismos diseñaremos.

			Como DataSciencester sufre terriblemente el síndrome NIH (Not invented here, no inventado aquí), crearemos nuestras propias herramientas desde cero. Al final, el lector terminará comprendiendo bastante bien los fundamentos de la ciencia de datos y podrá aplicar sus habilidades en una compañía con una premisa menos inestable o en cualquier otro problema que le interese.

			Bienvenidos a bordo y ¡buena suerte! (se pueden llevar vaqueros los viernes y el baño está al fondo a la derecha).

			Localizar los conectores clave

			Es el primer día de trabajo en DataSciencester, y el vicepresidente de Redes tiene muchas preguntas sobre los usuarios. Hasta ahora no tenía nadie a quien preguntar, así que está muy emocionado de tener alguien nuevo en el equipo.

			En particular, le interesa identificar quiénes son los “conectores clave” de todos los científicos de datos. Para ello proporciona un volcado de la red completa de DataSciencester (en la vida real, la gente no suele pasar los datos que uno necesita; el capítulo 9 está dedicado a obtener datos).

			¿Qué aspecto tiene este volcado de datos? Consiste en una lista de usuarios, cada uno representado por un dict que contiene su id (que es un número) y su name (que, en una de esas fabulosas conjunciones planetarias, concuerda con su id):

			users = [

			{ “id”: 0, “name”: “Hero” },

			{ “id”: 1, “name”: “Dunn” },

			{ “id”: 2, “name”: “Sue” },

			{ “id”: 3, “name”: “Chi” },

			{ “id”: 4, “name”: “Thor” },

			{ “id”: 5, “name”: “Clive” },

			{ “id”: 6, “name”: “Hicks” },

			{ “id”: 7, “name”: “Devin” },

			{ “id”: 8, “name”: “Kate” },

			{ “id”: 9, “name”: “Klein” }

			]

			También ofrece los datos de “amistad” (friendship), representados como una lista de pares de identificadores:

			friendship_pairs = [(0, 1), (0, 2), (1, 2), (1, 3), (2, 3), (3, 4),

			(4, 5), (5, 6), (5, 7), (6, 8), (7, 8), (8, 9)]

			Por ejemplo, la tupla (0, 1) indica que los científicos de datos con id 0 (Hero) e id 1 (Dunn) son amigos. La red aparece representada en la figura 1.1.

			[image: ]

			Figura 1.1. La red de DataSciencester.

			Representar las amistades como una lista de pares no es la forma más sencilla de trabajar con ellas. Para encontrar todas las amistades por usuario, hay que pasar repetidamente por cada par buscando pares que contengan 1. Si hubiera muchos pares, el proceso tardaría mucho en realizarse.

			En lugar de ello, vamos a crear un dict en el que las claves sean id de usuario y los valores sean listas de id de amigos (consultar cosas en un dict es muy rápido).

			
				
					
				
				
					
							
							Nota: No conviene obsesionarse demasiado con los detalles del código ahora mismo. En el capítulo 2 haremos un curso acelerado de Python. Por ahora, basta con hacerse una idea general de lo que estamos haciendo.

						
					

				
			

			Aún tendremos que consultar cada par para crear el dict, pero solamente hay que hacerlo una vez y, después, las consultas no costarán nada:

			# Inicializar el dict con una lista vacía para cada id de usuario:

			friendships = {user[“id”]: [] for user in users}

			# Y pasar por todos los pares de amistad para llenarlo:

			for i, j in friendship_pairs:

			friendships[i].append(j) # Añadir j como un amigo del usuario i

			friendships[j].append(i) # Añadir i como un amigo del usuario j

			Ahora que ya tenemos las amistades en un dict, podemos formular fácilmente preguntas sobre nuestro grafo, como por ejemplo: “¿Cuál es el número medio de conexiones?”.

			Primero, hallamos el número total de conexiones sumando las longitudes de todas las listas friends:

			def number_of_friends(user):

			“””How many friends does _user_ have?”””

			user_id = user[“id”]

			friend_ids = friendships[user_id]

			return len(friend_ids)

			total_connections = sum(number_of_friends(user)

			for user in users) # 24

			Y, después, simplemente dividimos por el número de usuarios:

			num_users = len(users) # longitud de la lista de usuarios

			avg_connections = total_connections / num_users # 24 / 10 == 2,4

			También es sencillo encontrar las personas más conectadas (las que tienen la mayor cantidad de amigos).

			Como no hay muchos usuarios, simplemente podemos ordenarlos de “la mayor cantidad de amigos” a “la menor cantidad de amigos”:

			# Crea una lista (user_id, number_of_friends).

			num_friends_by_id = [(user[“id”], number_of_friends(user))

			for user in users]

			num_friends_by_id.sort( # Ordena la lista

			key=lambda id_and_friends: id_and_friends[1], # por num_friends

			reverse=True) # del mayor al menor

			# Cada par es (user_id, num_friends):

			# [(1, 3), (2, 3), (3, 3), (5, 3), (8, 3),

			# (0, 2), (4, 2), (6, 2), (7, 2), (9, 1)]

			Una manera de pensar en lo que hemos hecho es como en una forma de identificar a las personas que son de alguna manera centrales para la red. En realidad, lo que acabamos de calcular es la métrica de la centralidad de grado de la red (véase la figura 1.2).

			[image: ]

			Figura 1.2. La red de DataSciencester dimensionada por grado.

			Esto tiene la virtud de ser bastante fácil de calcular, pero no siempre da los resultados que se desean o esperan. Por ejemplo, en la red de DataSciencester Thor (id 4) solo tiene dos conexiones, mientras que Dunn (id 1) tiene tres. Ya cuando miramos a la red, parece intuitivo que Thor debería estar ubicado en una posición más central. En el capítulo 22 investigaremos las redes con más detalle y veremos nociones más complejas de centralidad, que pueden corresponderse más o menos con nuestra intuición.

			Científicos de datos que podría conocer

			Mientras aún está rellenando el papeleo de su nueva contratación, la vicepresidenta de Fraternización pasa por su despacho. Quiere fomentar más conexiones entre sus miembros y le pide que diseñe un sugeridor “Científicos de datos que podría conocer”.

			Lo primero que se le ocurre es sugerir que los usuarios podrían conocer a los amigos de sus amigos. Así que escribe un poco de código para pasar varias veces por sus amigos y recoger los amigos de los amigos:

			def foaf_ids_bad(user):

			“””foaf is short for “friend of a friend” “””

			return [foaf_id

			for friend_id in friendships[user[“id”]]

			for foaf_id in friendships[friend_id]]

			Cuando aplicamos esto sobre users[0] (Hero), produce lo siguiente:

			[0, 2, 3, 0, 1, 3]

			Incluye el usuario 0 dos veces, ya que Hero es de hecho amigo de sus dos amigos. Incluye los usuarios 1 y 2, aunque ambos ya son amigos de Hero. Y también incluye el usuario 3 dos veces, ya que se puede llegar hasta Chi a través de dos amigos distintos:

			print(friendships[0]) # [1, 2]

			print(friendships[1]) # [0, 2, 3]

			print(friendships[2]) # [0, 1, 3]

			Saber que las personas son amigos de amigos de diversas maneras parece ser información interesante, de modo que quizá en su lugar podríamos producir un contador de amigos mutuos. Y deberíamos probablemente excluir gente ya conocida por el usuario:

			from collections import Counter # no cargado inicialmente

			def friends_of_friends(user):

			user_id = user[“id”]

			return Counter(

			foaf_id

			for friend_id in friendships[user_id] # Para cada uno de mis amigos,

			for foaf_id in friendships[friend_id] # encuentra sus amigos

			if foaf_id != user_id # que no son yo

			and foaf_id not in friendships[user_id] # y no son mis amigos

			)

			print(friends_of_friends(users[3])) # Contador({0: 2, 5: 1})

			Esto le dice correctamente a Chi (id 3) que tiene dos amigos mutuos con Hero (id 0), pero solo uno con Clive (id 5).

			Uno, como científico de datos, sabe que también se puede disfrutar conociendo amigos con intereses comunes (este es un buen ejemplo del aspecto “experiencia relevante” de la ciencia de datos). Tras preguntar por ahí, conseguimos estos datos, como una lista de pares (user_id, interest):

			interests = [

			(0, “Hadoop”), (0, “Big Data”), (0, “HBase”), (0, “Java”),

			(0, “Spark”), (0, “Storm”), (0, “Cassandra”),

			(1, “NoSQL”), (1, “MongoDB”), (1, “Cassandra”), (1, “HBase”),

			(1, “Postgres”), (2, “Python”), (2, “scikit-learn”), (2, “scipy”),

			(2, “numpy”), (2, “statsmodels”), (2, “pandas”), (3, “R”), (3, “Python”),

			(3, “statistics”), (3, “regression”), (3, “probability”),

			(4, “machine learning”), (4, “regression”), (4, “decision trees”),

			(4, “libsvm”), (5, “Python”), (5, “R”), (5, “Java”), (5, “C++”),

			(5, “Haskell”), (5, “programming languages”), (6, “statistics”),

			(6, “probability”), (6, “mathematics”), (6, “theory”),

			(7, “machine learning”), (7, “scikit-learn”), (7, “Mahout”),

			(7, “neural networks”), (8, “neural networks”), (8, “deep learning”),

			(8, “Big Data”), (8, “artificial intelligence”), (9, “Hadoop”),

			(9, “Java”), (9, “MapReduce”), (9, “Big Data”)

			]

			Por ejemplo, Hero (id 0) no tiene amigos comunes con Klein (id 9), pero ambos comparten intereses en Java y Big Data.

			Es fácil crear una función que encuentre usuarios con un determinado interés:

			def data_scientists_who_like(target_interest):

			“””Find the ids of all users who like the target interest.”””

			return [user_id

			for user_id, user_interest in interests

			if user_interest == target_interest]

			Esto funciona, pero tiene que examinar la lista completa de aficiones en cada búsqueda. Si tenemos muchos usuarios e intereses (o si simplemente queremos hacer muchas búsquedas), es probablemente mejor que nos dediquemos a crear un índice de intereses a usuarios:

			from collections import defaultdict

			# Las claves son intereses, los valores son listas de user_ids con ese interés

			user_ids_by_interest = defaultdict(list)

			for user_id, interest in interests:

			user_ids_by_interest[interest].append(user_id)

			Y otro de usuarios a intereses:

			# Las claves son user_ids, los valores son listas de intereses para ese user_id.

			interests_by_user_id = defaultdict(list)

			for user_id, interest in interests:

			interests_by_user_id[user_id].append(interest)

			Ahora es fácil averiguar quién tiene el mayor número de intereses en común con un determinado usuario:

			■Pasamos varias veces por los intereses del usuario.

			■Para cada interés, volvemos a pasar en repetidas ocasiones por los demás usuarios que tienen ese mismo interés.

			■Contamos las veces que vemos cada uno de los usuarios.

			En código:

			def most_common_interests_with(user):

			return Counter(

			interested_user_id

			for interest in interests_by_user_id[user[“id”]]

			for interested_user_id in user_ids_by_interest[interest]

			if interested_user_id != user[“id”]

			)

			Después, podríamos utilizar esto para crear una función “Científicos de datos que podría conocer” más completa basándonos en una combinación de amigos mutuos e intereses comunes. Exploraremos estos tipos de aplicación en el capítulo 23.

			Salarios y experiencia

			Justo cuando se iba a comer, el vicepresidente de Relaciones Públicas le pregunta si le puede suministrar datos curiosos sobre lo que ganan los científicos de datos. Los datos de sueldos son, por supuesto, confidenciales, pero se las arregla para conseguir un conjunto de datos anónimo que contiene el salario (salary) de cada usuario (en dólares) y su antigüedad en el puesto (tenure) como científico de datos (en años):

			salaries_and_tenures = [(83000, 8.7), (88000, 8.1),

			(48000, 0.7), (76000, 6),

			(69000, 6.5), (76000, 7.5),

			(60000, 2.5), (83000, 10),

			(48000, 1.9), (63000, 4.2)]

			El primer paso natural es trazar los datos en un gráfico (cosa que veremos cómo hacer en el capítulo 3). La figura 1.3 muestra los resultados.
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			Figura 1.3. Salario por años de experiencia.

			Parece claro que la gente con más experiencia tiende a ganar más. ¿Cómo se puede convertir esto en un dato curioso? Lo primero que se nos ocurre es mirar el salario medio por antigüedad:

			# Las claves son años, los valores son listas de los salarios por antigüedad.

			salary_by_tenure = defaultdict(list)

			for salary, tenure in salaries_and_tenures:

			salary_by_tenure[tenure].append(salary)

			# Las claves son años, cada valor es el salario medio para dicha antigüedad.

			average_salary_by_tenure = {

			tenure: sum(salaries) / len(salaries)

			for tenure, salaries in salary_by_tenure.items()

			}

			Resulta que esto no es especialmente útil, ya que ninguno de los usuarios tiene la misma antigüedad en el puesto de trabajo, lo que significa que simplemente estamos informando de los salarios individuales de los usuarios:

			{0.7: 48000.0,

			1.9: 48000.0,

			2.5: 60000.0,

			4.2: 63000.0,

			6: 76000.0,

			6.5: 69000.0,

			7.5: 76000.0,

			8.1: 88000.0,

			8.7: 83000.0,

			10: 83000.0}

			Podría ser más útil poner los años de antigüedad en un bucket:

			def tenure_bucket(tenure):

			if tenure < 2:

			return “less than two”

			elif tenure < 5:

			return “between two and five”

			else:

			return “more than five”

			Entonces podemos agrupar los salarios correspondientes a cada bucket:

			# Las claves son buckets de años de antigüedad, los valores son listas de salarios para bucket

			salary_by_tenure_bucket = defaultdict(list)

			for salary, tenure in salaries_and_tenures:

			bucket = tenure_bucket(tenure)

			salary_by_tenure_bucket[bucket].append(salary)

			Y, por último, calcular el salario medio para cada grupo:

			# Las claves son buckets de años de antigüedad, los valores son el salario medio para bucket

			average_salary_by_bucket = {

			tenure_bucket: sum(salaries) / len(salaries)

			for tenure_bucket, salaries in salary_by_tenure_bucket.items()

			}

			Lo que es más interesante:

			{‘between two and five’: 61500.0,

			‘less than two’: 48000.0,

			‘more than five’: 79166.66666666667}

			Y ya tenemos nuestra proclama: “Los científicos de datos con más de cinco años de experiencia ganan un 65 % más que los científicos de datos con poca experiencia o ninguna”.

			Pero hemos elegido los buckets de una forma bastante aleatoria. Lo que realmente haríamos es hacer alguna declaración sobre el efecto que tiene en el salario (en promedio) tener un año adicional de experiencia. Además de conseguir un dato curioso más eficiente, esto nos permite hacer predicciones sobre salarios que no conocemos. Exploraremos esta idea en el capítulo 14.

			Cuentas de pago

			Cuando vuelve a su puesto de trabajo, la vicepresidenta de Finanzas le está esperando. Quiere entender mejor qué usuarios pagan por las cuentas y cuáles no (ella conoce sus nombres, pero esa información no es especialmente procesable).

			Se da cuenta de que parece haber una correspondencia entre los años de experiencia y las cuentas de pago:

			0.7 paid

			1.9 unpaid

			2.5 paid

			4.2 unpaid

			6.0 unpaid

			6.5 unpaid

			7.5 unpaid

			8.1 unpaid

			8.7 paid

			10.0 paid

			Los usuarios con muy pocos y muchos años de experiencia tienden a pagar; los usuarios con cantidades de experiencia medias no lo hacen. Según esto, si quería crear un modelo (aunque sin duda no son datos suficientes en los que basarlo), podría intentar predecir “de pago” para usuarios con muy pocos y muchos años de experiencia y “no de pago” para usuarios con cantidades de experiencia medias:

			def predict_paid_or_unpaid(years_experience):

			if years_experience < 3.0:

			return “paid”

			elif years_experience < 8.5:

			return “unpaid”

			else:

			return “paid”

			Por supuesto, esto lo hemos calculado a ojo.

			Con más datos (y más matemáticas), podríamos crear un modelo que predijera la probabilidad de que un usuario pagara, basándonos en sus años de experiencia. Investigaremos este tipo de problema en el capítulo 16.

			Temas de interés

			A medida que se va acercando el final de su primer día, la vicepresidenta de Estrategia de Contenidos le pide datos sobre los temas que más interesan a los usuarios, de forma que pueda planificar adecuadamente el calendario de su blog. Ya disponemos de los datos sin procesar del proyecto del sugeridor de amigos:

			interests = [

			(0, “Hadoop”), (0, “Big Data”), (0, “HBase”), (0, “Java”),

			(0, “Spark”), (0, “Storm”), (0, “Cassandra”),

			(1, “NoSQL”), (1, “MongoDB”), (1, “Cassandra”), (1, “HBase”),

			(1, “Postgres”), (2, “Python”), (2, “scikit-learn”), (2, “scipy”),

			(2, “numpy”), (2, “statsmodels”), (2, “pandas”), (3, “R”), (3, “Python”),

			(3, “statistics”), (3, “regression”), (3, “probability”),

			(4, “machine learning”), (4, “regression”), (4, “decision trees”),

			(4, “libsvm”), (5, “Python”), (5, “R”), (5, “Java”), (5, “C++”),

			(5, “Haskell”), (5, “programming languages”), (6, “statistics”),

			(6, “probability”), (6, “mathematics”), (6, “theory”),

			(7, “machine learning”), (7, “scikit-learn”), (7, “Mahout”),

			(7, “neural networks”), (8, “neural networks”), (8, “deep learning”),

			(8, “Big Data”), (8, “artificial intelligence”), (9, “Hadoop”),

			(9, “Java”), (9, “MapReduce”), (9, “Big Data”)

			]

			Una manera sencilla (aunque no especialmente apasionante) de encontrar los intereses más populares es contando las palabras:

			1.Ponemos en minúsculas todos los hobbies (ya que habrá usuarios que los pongan en mayúscula y otros en minúscula).

			2.Los dividimos en palabras.

			3.Contamos los resultados.

			En código:

			words_and_counts = Counter(word

			for user, interest in interests

			for word in interest.lower().split())

			Así es posible hacer fácilmente un listado con las palabras que aparecen más de una vez:

			for word, count in words_and_counts.most_common():

			if count > 1:

			print(word, count)

			Lo que da los resultados esperados (a menos que se suponga que “scikit-learn” ha quedado dividido en dos palabras, en cuyo caso no los da).

			learning 3

			java 3

			python 3

			big 3

			data 3

			hbase 2

			regression 2

			cassandra 2

			statistics 2

			probability 2

			hadoop 2

			networks 2

			machine 2

			neural 2

			scikit-learn 2

			r 2

			En el capítulo 21 veremos maneras más sofisticadas de extraer temas de datos.

			Sigamos adelante

			¡Ha sido un día bastante fructuoso! Cansado, sale del edificio sigilosamente, antes de que alguien pueda pedirle algo más. Descanse bien esta noche, porque mañana tendrá su sesión de orientación al empleado (sí, ha tenido un completo día de trabajo sin tan siquiera pasar por orientación al empleado; háblelo con RR. HH.).

			
				
					1 https://theblog.okcupid.com/the-most-important-questions-on-okcupid-32e80bad0854.

				

				
					2 https://www.facebook.com/notes/10158928002728415/.

				

				
					3 https://www.facebook.com/notes/10158927994943415/.

				

				
					4 https://www.nytimes.com/2012/02/19/magazine/shopping-habits.html.

				

				
					5 https://www.wired.com/2016/11/facebook-won-trump-election-not-just-fake-news/.

				

				
					6 https://www.marketplace.org/2014/08/22/tech/beyond-ad-clicks-using-big-data-social-good.

				

				
					7 https://dssg.uchicago.edu/2014/08/20/tracking-the-paths-of-homelessness/.

				

			

		

	
		
			2 Un curso acelerado de Python

			La gente sigue loca por Python tras veinticinco años, cosa que me resulta difícil de creer.

			—Michael Palin

			Todos los empleados nuevos de DataSciencester tienen que pasar obligadamente por orientación al empleado, cuya parte más interesante es un curso acelerado de Python.

			No se trata de un tutorial extenso, sino que está destinado a destacar las partes del lenguaje que serán más importantes para nosotros (algunas de las cuales no suelen ser el objetivo de los tutoriales de Python habituales). Si nunca había utilizado Python antes, probablemente quiera complementar esto con algún tipo de tutorial para principiante.

			El zen de Python

			Python tiene una descripción un poco zen de sus principios de diseño,1 que se pueden encontrar dentro del propio intérprete de Python escribiendo import this (importar esto). Uno de los más discutidos es:

			There should be one—and preferably only one—obvious way to do it.

			(Solo debería haber una, y preferiblemente solo una, forma obvia de hacerlo).

			El código escrito de acuerdo con esta forma “obvia” (que no tiene por qué serlo en absoluto para un principiante) se describe a menudo como “pythonic” (emplearemos la traducción “pitónico” en castellano, aunque suene un poco raro). Aunque este libro no trata de Python, de vez en cuando contrastaremos formas pitónicas y no pitónicas de realizar las mismas cosas, y en general tenderemos más a emplear las soluciones pitónicas a nuestros problemas.

			Otros principios aluden a lo estético:

			Beautiful is better than ugly. Explicit is better than implicit. Simple is better than complex.

			(Lo bello es mejor que lo feo. Lo explícito es mejor que lo implícito. Lo simple es mejor que lo complejo).

			Y representan ideales por los que lucharemos en nuestro código.

			Conseguir Python

			
				
					
				
				
					
							
							Nota: Como las instrucciones de instalación de las cosas pueden cambiar, mientras que los libros impresos no, se pueden encontrar instrucciones actualizadas para instalar Python en el repositorio GitHub del libro.2

							Conviene revisar las del sitio web si las incluidas aquí no funcionan.

						
					

				
			

			Se puede descargar Python desde Python.org.3 Pero, si todavía no se dispone de él, es más recomendable instalar la distribución Anaconda,4 que ya incluye la mayoría de las librerías necesarias para hacer ciencia de datos.

			Cuando escribí la primera versión de este volumen, Python 2.7 seguía siendo el preferido por la mayoría de los científicos de datos. Por eso la primera edición del libro estaba basada en esta versión.

			Pero, en los últimos años, casi todo el mundo ha migrado a Python 3. Las últimas versiones de Python tienen muchas funciones que permiten escribir código limpio con mayor facilidad, y nos aprovecharemos de otras que solo están disponibles en la versión 3.6 de Python o posterior, lo que significa que habría que conseguir esta versión más reciente de Python (además, muchas librerías útiles ya no soportan Python 2.7; otra razón más para cambiar).

			Entornos virtuales

			Ya desde el próximo capítulo utilizaremos la librería matplotlib para generar gráficas y diagramas o tablas. Esta librería no forma parte de Python; hay que instalarla por separado. Todos los proyectos de ciencia de datos que realicemos requerirán alguna combinación de librerías externas, a veces con versiones específicas que difieren de las empleadas en otros proyectos. Si tuviéramos una única instalación de Python, estas librerías entrarían en conflicto y provocarían todo tipo de problemas.

			La solución estándar es utilizar entornos virtuales, es decir, entornos aislados de Python que mantienen sus propias versiones de librerías del lenguaje (y, dependiendo del modo en que se configure el entorno, del lenguaje en sí mismo).

			Recomiendo instalar la distribución de Python denominada Anaconda, de modo que en esta sección explicaré cómo funcionan los entornos de Anaconda. También se puede utilizar el módulo venv integrado5 o instalar virtualenv,6 en cuyo caso habría que seguir sus instrucciones.

			Para crear un entorno virtual (Anaconda) basta con hacer lo siguiente:

			# crear un entorno Python 3.6 llamado “dsfs”

			conda create -n dsfs python=3.6

			Siguiendo los mensajes, logramos un entorno virtual llamado “dsfs”, con estas instrucciones:

			#

			# Para activar este entorno utilice:

			# > source activate dsfs

			#

			# Para desactivar un entorno activo utilice:

			# > source deactivate

			#

			Como se indica, el entorno se activa utilizando:

			source activate dsfs

			En ese punto, la línea de comandos debería cambiar para indicar el entorno activo. En mi MacBook aparece ahora lo siguiente en la línea de comandos:

			(dsfs) ip-10-0-0-198:~ joelg$

			Siempre que este entorno esté activo, las librerías se instalarán únicamente en el entorno dsfs. Cuando termine este libro y cree sus propios proyectos, debería crear sus propios entornos para ellos.

			Ahora que tenemos el entorno, podemos instalar IPython,7 que es un shell o intérprete de Python completo:

			python -m pip install ipython

			
				
					
				
				
					
							
							Nota: Anaconda incluye su propio gestor de paquetes, conda, pero se puede utilizar tranquilamente el gestor de paquetes estándar de Python, pip, que es lo que haremos.

						
					

				
			

			El resto de este libro supondrá que se ha creado y activado dicho entorno virtual de Python 3.6 (aunque le puede llamar como le parezca), y los últimos capítulos podrían hacer referencia a las librerías cuya instalación indiqué en anteriores capítulos.

			Por una cuestión de disciplina, sería conveniente trabajar siempre en un entorno virtual y no utilizar nunca la instalación “básica” de Python.

			Formato con espacios en blanco

			Muchos lenguajes utilizan llaves para delimitar los bloques de código. Python emplea la sangría:

			# El signo de la almohadilla marca el comienzo de un comentario. Python

			# ignora los comentarios, pero son útiles para cualquiera que lea el código.

			for i in [1, 2, 3, 4, 5]:

			print(i) # primera línea del bloque “for i”

			for j in [1, 2, 3, 4, 5]:

			print(j) # primera línea del bloque “for j”

			print(i + j) # última línea del bloque “for j”

			print(i) # última línea del bloque “for i”

			print(“done looping”)

			Así, el código de Python resulta fácilmente legible, pero también significa que hay que tener mucho cuidado con el formato.

			
				
					
				
				
					
							
							Advertencia: Los programadores suelen debatir sobre si utilizar tabuladores o espacios para la sangría. En muchos lenguajes eso no importa, pero Python considera los tabuladores y los espacios como distintos tipos de sangría y el código no se ejecutará si se mezclan los dos. Al escribir en Python siempre hay que utilizar espacios, nunca tabuladores (si se escribe código en un editor es posible configurarlo de forma que la tecla Tab inserte espacios).

						
					

				
			

			Los espacios en blanco se ignoran dentro de paréntesis y corchetes, lo que puede resultar útil para cálculos largos:

			long_winded_computation = (1 + 2 + 3 + 4 + 5 + 6 + 7 + 8 + 9 + 10 + 11 + 12 +

			13 + 14 + 15 + 16 + 17 + 18 + 19 + 20)

			Y para que el código resulte más fácil de leer:

			list_of_lists = [[1, 2, 3], [4, 5, 6], [7, 8, 9]]

			easier_to_read_list_of_lists = [[1, 2, 3],

			[4, 5, 6],

			[7, 8, 9]]

			También se puede utilizar una barra invertida para indicar que una sentencia continúa en la siguiente línea, aunque pocas veces se hace:

			two_plus_three = 2 + \

			3

			Una consecuencia del formato con espacios en blanco es que puede ser difícil copiar y pegar código en el intérprete de Python. Por ejemplo, al intentar pegar este código:

			for i in [1, 2, 3, 4, 5]:

			# observe la línea en blanco

			print(i)

			En el shell normal de Python, aparecería este error:

			IndentationError: expected an indented block

			Porque el intérprete piensa que la línea vacía señala el final del bloque del bucle for.

			IPython tiene una función mágica llamada %paste que pega correctamente lo que haya en el portapapeles, con espacios en blanco y todo. Solamente esto ya es una muy buena razón para utilizar IPython.

			Módulos

			Ciertas funciones de Python no se cargan por defecto. Entre ellas, hay funciones que están incluidas como parte del lenguaje y funciones externas que cada usuario puede descargar por su cuenta. Para poder utilizar estas funciones es necesario importar los módulos que las contienen.

			Una forma de hacer esto es simplemente importando el propio módulo:

			import re

			my_regex = re.compile(“[0-9]+”, re.I)

			Aquí, re es el módulo que contiene funciones y constantes para trabajar con expresiones regulares. Tras este tipo de import hay que poner delante de esas funciones el prefijo re. para poder acceder a ellas.

			Si ya había un re distinto en el código que se está utilizando, se puede emplear otro nombre:

			import re as regex

			my_regex = regex.compile(“[0-9]+”, regex.I)

			También se podría hacer esto si el módulo tiene un nombre poco manejable o si se va a escribir muy a menudo. Por ejemplo, un convenio estándar cuando se visualizan datos con matplotlib es:

			import matplotlib.pyplot as plt

			plt.plot(...)

			Si se necesitan algunos valores específicos de un módulo, se pueden importar de manera explícita y utilizarlos sin reservas:

			from collections import defaultdict, Counter

			lookup = defaultdict(int)

			my_counter = Counter()

			Siendo malas personas, podríamos importar el contenido completo de un módulo en nuestro espacio de nombres, lo que podría sobrescribir involuntariamente variables que ya estaban definidas:

			match = 10

			from re import * # oh, oh, re tiene una función que se llama igual

			print(match) # “<function match at 0x10281e6a8>”

			Pero, como en realidad no somos malas personas, nunca haremos esto.

			Funciones

			Una función es una regla para tomar cero o más entradas y devolver una salida correspondiente. En Python, las funciones se definen normalmente utilizando def:

			def double(x):

			“””

			This is where you put an optional docstring that explains what the

			function does. For example, this function multiplies its input by 2.

			“””

			return x * 2

			Las funciones de Python son de primera clase, lo que significa que podemos asignarlas a variables y pasarlas a funciones como si se tratara de cualesquiera otros argumentos:

			def apply_to_one(f):

			“””Calls the function f with 1 as its argument”””

			return f(1)

			my_double = double # se refiere a la función anteriormente definida

			x = apply_to_one(my_double) # es igual a 2

			También es fácil crear funciones anónimas cortas, denominadas lambdas:

			y = apply_to_one(lambda x: x + 4) # es igual a 5

			Se pueden asignar lambdas a variables, aunque la mayoría de la gente dirá que en su lugar solo hay que utilizar def:

			another_double = lambda x: 2 * x # no haga esto

			def another_double(x):

			“””Do this instead”””

			return 2 * x

			A los parámetros de función también se les pueden asignar argumentos predeterminados, que solamente tienen que especificarse cuando se desea un valor distinto al predeterminado:

			def my_print(message = “my default message”):

			print(message)

			my_print(“hello”) # imprime ‘hello’

			my_print() # imprime ‘my default message’

			Algunas veces es útil especificar argumentos por el nombre:

			def full_name(first = “What’s-his-name”, last = “Something”):

			return first + “ “ + last

			full_name(“Joel”, “Grus”) # “Joel Grus”

			full_name(“Joel”) # “Joel Something”

			full_name(last=”Grus”) # “What’s-his-name Grus”

			Vamos a crear muchas muchas funciones.

			Cadenas

			Las cadenas (o strings) pueden estar delimitadas por comillas simples o dobles (pero las comillas tienen que ir en pares):

			single_quoted_string = ‘data science’

			double_quoted_string = “data science”

			Python utiliza las barras invertidas para codificar caracteres especiales. Por ejemplo:

			tab_string = “\t” # representa el carácter del tabulador

			len(tab_string) # es 1

			Si queremos barras invertidas como tales (las que se utilizan en nombres de directorio de Windows o en expresiones regulares), se pueden crear cadenas en bruto (raw strings) utilizando r””:

			not_tab_string = r”\t” # representa los caracteres ‘\’ y ‘t’

			len(not_tab_string) # es 2

			Se pueden crear cadenas multilínea utilizando comillas triples:

			multi_line_string = “””This is the first line,

			and this is the second line

			and this is the third line.”””

			Una función nueva en Pyhton es la f-string, que ofrece una sencilla manera de sustituir valores por cadenas. Por ejemplo, si nos dieran el nombre y el apellido por separado:

			first_name = “Joel”

			last_name = “Grus”

			Querríamos combinarlos como un nombre completo. Hay distintas formas de construir una cadena full_name:

			full_name1 = first_name + “ “ + last_name # suma de cadenas

			full_name2 = “{0} {1}”.format(first_name, last_name) # string.format

			Pero el método f-string es mucho más manejable:

			full_name3 = f”{first_name} {last_name}”

			Y lo preferiremos a lo largo del libro.

			Excepciones

			Cuando algo va mal, Python levanta una excepción. Si no se controlan adecuadamente, las excepciones pueden hacer que el programa se cuelgue. Se pueden manejar utilizando try y except:

			try:

			print(0 / 0)

			except ZeroDivisionError:

			print(“cannot divide by zero”)

			Aunque en muchos lenguajes las excepciones no están bien consideradas, en Python no hay problema en utilizarlas para que el código sea más limpio, así que en ocasiones lo haremos.

			Listas

			Probablemente la estructura de datos más esencial de Python es la lista, que no es más que una colección ordenada (similar a lo que en otros lenguajes se podría denominar array, pero con funcionalidad añadida):

			integer_list = [1, 2, 3]

			heterogeneous_list = [“string”, 0.1, True]

			list_of_lists = [integer_list, heterogeneous_list, []]

			list_length = len(integer_list) # es igual a 3

			list_sum = sum(integer_list) # es igual a 6

			Se puede obtener o establecer el elemento n de una lista con corchetes:

			x = [0, 1, 2, 3, 4, 5, 6, 7, 8, 9]

			zero = x[0] # es igual a 0, las listas están indexadas al 0

			one = x[1] # es igual a 1

			nine = x[-1] # es igual a 9, ‘pitónico’ para el último elemento

			eight = x[-2] # es igual a 8, ‘pitónico’ para el penúltimo elemento

			x[0] = -1 # ahora x es [-1, 1, 2, 3, ..., 9]

			También se pueden utilizar corchetes para crear slices en listas (cortes o arreglos). El corte i:j significa todos los elementos desde i (incluido) hasta j (excluido). Si dejamos fuera el principio del corte, lo extraeremos desde el principio de la lista, pero, si dejamos fuera el final del corte, lo extraeremos hasta el final:

			first_three = x[:3] # [-1, 1, 2]

			three_to_end = x[3:] # [3, 4, ..., 9]

			one_to_four = x[1:5] # [1, 2, 3, 4]

			last_three = x[-3:] # [7, 8, 9]

			without_first_and_last = x[1:-1] # [1, 2, ..., 8]

			copy_of_x = x[:] # [-1, 1, 2, ..., 9]

			De forma similar se pueden crear cortes de cadenas y otros tipos “secuenciales”.

			Un corte puede admitir un tercer argumento para indicar su stride (avance), que puede ser negativo:

			every_third = x[::3] # [-1, 3, 6, 9]

			five_to_three = x[5:2:-1] # [5, 4, 3]

			Python tiene un operador in para comprobar los miembros de la lista:

			1 in [1, 2, 3] # True

			0 in [1, 2, 3] # False

			Esta comprobación implica examinar los elementos de la lista de uno en uno, lo que significa que probablemente no se debería utilizar a menos que se sepa que la lista es pequeña (o a menos que no nos preocupe el tiempo que tarde en hacerse la comprobación).

			Es fácil concatenar listas. Si se desea modificar una lista en su lugar, se puede utilizar extend para añadir elementos de otra colección:

			x = [1, 2, 3]

			x.extend([4, 5, 6]) # x es ahora [1, 2, 3, 4, 5, 6]

			Si no queremos modificar x, podemos ampliar la lista:

			x = [1, 2, 3]

			y = x + [4, 5, 6] # y es [1, 2, 3, 4, 5, 6]; x no ha cambiado

			Lo más frecuente que haremos será añadir elementos a listas uno a uno:

			x = [1, 2, 3]

			x.append(0) # x es ahora [1, 2, 3, 0]

			y = x[-1] # es igual a 0

			z = len(x) # es igual a 4

			A menudo, es conveniente desempaquetar listas cuando se sabe cuántos elementos contienen:

			x, y = [1, 2] # ahora x es 1, y es 2

			Aunque obtendremos un ValueError si no tenemos el mismo número de elementos en ambos lados.

			Algo que se utiliza habitualmente es un carácter de subrayado para un valor del que nos vamos a deshacer:

			_, y = [1, 2] # ahora y == 2, no nos importa el primer elemento

			Tuplas

			Las tuplas son las primas inmutables de las listas. Casi todo lo que se le puede hacer a una lista que implique modificarla, se le puede hacer a una tupla. Se especifica una tupla utilizando paréntesis (o nada) en lugar de corchetes:

			my_list = [1, 2]

			my_tuple = (1, 2)

			other_tuple = 3, 4

			my_list[1] = 3 # my_list es ahora[1, 3]

			try:

			my_tuple[1] = 3

			except TypeError:

			print(“cannot modify a tuple”)

			Las tuplas son una forma cómoda de devolver varios valores de funciones:

			def sum_and_product(x, y):

			return (x + y), (x * y)

			sp = sum_and_product(2, 3) # sp es (5, 6)

			s, p = sum_and_product(5, 10) # s es 15, p es 50

			Las tuplas (y las listas) se pueden utilizar para asignación múltiple:

			x, y = 1, 2 # ahora x es 1, y es 2

			x, y = y, x # Forma pitónica de intercambiar variables; ahora x es 2, y es 1

			Diccionarios

			Otra estructura de datos fundamental es un diccionario, que asocia valores a claves y permite recuperar rápidamente el valor correspondiente a una determinada clave:

			empty_dict = {} # pitónico

			empty_dict2 = dict() # menos pitónico

			grades = {“Joel”: 80, “Tim”: 95} # dict literal

			Se puede consultar el valor para una clave utilizando corchetes:

			joels_grade = grades[“Joel”] # es igual a 80

			Pero se obtendrá un KeyError si se pregunta por una clave que no está en el diccionario:

			try:

			kates_grade = grades[“Kate”]

			except KeyError:

			print(“no grade for Kate!”)

			Se puede comprobar la existencia de una clave utilizando in:

			joel_has_grade = “Joel” in grades # True

			kate_has_grade = “Kate” in grades # False

			Esta verificación de membresía es aún más rápida para diccionarios grandes.

			Los diccionarios tienen un método get que devuelve un valor predeterminado (en lugar de levantar una excepción) cuando se consulta una clave que no está en el diccionario:

			joels_grade = grades.get(“Joel”, 0) # es igual a 80

			kates_grade = grades.get(“Kate”, 0) # es igual a 0

			no_ones_grade = grades.get(“No One”) # el valor predeterminado es None

			Se pueden asignar pares clave/valor utilizando los mismos corchetes:

			grades[“Tim”] = 99 # reemplaza el valor anterior

			grades[“Kate”] = 100 # añade una tercera entrada

			num_students = len(grades) # es igual a 3

			Como vimos en el capítulo 1, se pueden utilizar diccionarios para representar datos estructurados:

			tweet = {

			“user” : “joelgrus”,

			“text” : “Data Science is Awesome”,

			“retweet_count” : 100,

			“hashtags” : [“#data”, “#science”, “#datascience”, “#awesome”, “#yolo”]

			}

			Aunque pronto veremos un enfoque mejor.

			Además de buscar claves específicas, también podemos mirarlas todas:

			tweet_keys = tweet.keys() # iterable para las claves

			tweet_values = tweet.values() # iterable para los valores

			tweet_items = tweet.items() # iterable para las tuplas (clave, valor)

			“user” in tweet_keys # True, pero no pitónico

			“user” in tweet # forma pitónica de comprobar claves

			“joelgrus” in tweet_values # True (es lenta, pero la única forma de verificar)

			Las claves de diccionario pueden ser “hashables”; en particular, no se pueden utilizar listas como claves. Si se necesita una clave multiparte, probablemente se debería utilizar una tupla o idear un modo de convertir la clave en una cadena.

			defaultdict

			Imaginemos que estamos intentando contar las palabras de un documento. Un método obvio para lograrlo es crear un diccionario en el que las claves sean palabras y los valores sean contadores. Al comprobar cada palabra, se puede incrementar su contador si ya está en el diccionario y añadirlo al diccionario si no estaba:

			word_counts = {}

			for word in document:

			if word in word_counts:

			word_counts[word] += 1

			else:

			word_counts[word] = 1

			Se podría utilizar también el sistema “mejor pedir perdón que permiso” y simplemente manejar la excepción al intentar consultar una clave inexistente:

			word_counts = {}

			for word in document:

			try:

			word_counts[word] += 1

			except KeyError:

			word_counts[word] = 1

			Un tercer enfoque es utilizar get, que se comporta con mucha elegancia con las claves inexistentes:

			word_counts = {}

			for word in document:

			previous_count = word_counts.get(word, 0)
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